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Wprowadzenie

Miary bledéw wystepujacych przy
jednoczesnej weryfikacji wielu
hipotez

Tematyka jednoczesnego testowania
wielu hipotez stata si¢ w ostatnim okre-
sie przedmiotem intensywnych studiow
i analiz. Zyskuje ona z dnia na dzien na
popularnos$ci, przede wszystkim z racji
swych licznych zastosowan, zwlaszcza
w biotechnologii i medycynie.

Zat6zmy, ze dokonujemy jednoczes-
nej weryfikacji m hipotez zerowych H;,
przy zatozeniach, ze: 1) liczba testowa-
nych hipotez jest duza, 2) dysponujemy

odpowiednimi testami weryfikacyjnymi,
oddzielnie dla kazdej z hipotez zero-
wych, o statystykach testowych 7;, dla
i=1,..m

Klasycznym podejsciem do zagad-
nien dotyczacych jednoczesnego testo-
wania wielu hipotez jest konstrukcja
procedury testowej, zapewniajacej kon-
trolg miary btedu, ktora to miarg stanowi
prawdopodobienstwo fatszywego odrzu-
cenia co najmniej jednej hipotezy zero-
wej, przy czym przez procedurg testowa
bedziemy rozumieli regute okreslajaca,
ktore sposrod hipotez zerowych (H;) na-
lezaloby przyjac, a ktore odrzuci¢. Owa
miar¢ nazwano familywise error rate —
w skrocie FWER.

Niech zatem V oznacza liczbe fal-
szywych odrzucen. Wtedy:

FWER:=Pr(V>1) (n

sama zas procedura kontrolujaca FWER
przy ustalonym poziomie o to procedu-
ra, ktéra zapewnia spetnienie warunku:
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FWER < 2

Procedura kontrolujaca FWER przy
zatozeniu, ze wszystkie hipotezy zerowe
sa prawdziwe, zapewnia tzw. staba kon-
trole FWER, w odroznieniu od mocnej
kontroli tej miary, gdy potrafimy znalez¢
ograniczenie na FWER dla wszystkich
mozliwych konfiguracji prawdziwych
i fatszywych hipotez zerowych.

Ze wzgledu na to, iz liczba falszy-
wie odrzucanych hipotez ro$nie wraz
ze wzrostem liczby wszystkich odrzu-
canych hipotez, powstat pomyst, by za-
miast liczby fatszywych odrzucen bada¢
stosunek liczby fatszywych odrzucen
do liczby wszystkich odrzucen. Niech V'
oznacza liczbe fatszywych odrzucen, na-
tomiast R — liczbg wszystkich odrzucen.
Benjamini i Hochberg (1995) zapropo-
nowali rozwazanie procedur kontroluja-
cych miar¢ o nazwie false discovery rate
—w skrocie FDR. Zdefiniowano ja jako:

FDR : =E(L)=
Rv1
(3)

:E(%‘R > O)Pr(R >0)

gdzie Rv1:=max(R, 1) natomiast £(*)
oznacza warto$¢ oczekiwana.

Kontrola FDR na poziomie o polega
na znalezieniu procedury, przy ktorej za-
chodzi relacja:

FDR < a “4)

Nalezy pamigtac o tym, ze w naszych
rozwazaniach zarowno prawdopodobien-
stwo Pr(-), jak 1 warto§¢ oczekiwana E(*)
sq wyznaczane warunkowo — przy usta-
lonej konfiguracji hipotez zerowych.

Procedury kontroli miar FWER
i FDR

Zat6zmy, ze dane X, rozumiane jako
wynik eksperymentu i zapisane jako
wektory zmiennych losowych wymiaru
n, przy czym n jest rozmiarem proby,
pochodza z rozktadu P, dla pewnego
0 € ©, gdzie O jest zbiorem parame-
trow. Hipoteze H; mozemy utozsamié
zpewnym podzbiorem ®; — ® i zapisac ja
w formie nastgpujacej H;: 0 € ©;dlai=
=1, ..., m.

Ze wzgledu na to, iz szereg procedur
jednoczesnego testowania wielu hipotez
wykorzystuje pojecia p-wartosci (p-va-
lue) badz dopasowanej p-wartosci (ad-
justed p-value), podamy teraz definicje
obu tych terminow.

Zwykla p-wartos¢ okreslamy na-
stgpujaco: p;; = inf{a: hipoteza H; jest
odrzucana na poziomie istotno$ci o}.
Innymi stowy, p; oznacza najmniejszy
poziom istotno$ci, przy ktorym hipoteze
zerowa (H;) nalezy odrzucic.

Niech z kolei x4 oznacza dowolna
miarg btedu procedury testowania wie-
lu hipotez (np. FWER lub FDR). Wtedy
dopasowana p-warto$¢ definiujemy na-
stepujaco: p;: = inf{a: hipoteza H; jest
odrzucana na poziomie btgdu 1 = a}. Do-
pasowana p-warto$¢ jest zatem najmniej-
sza wartoscia rozwazanej miary bledu
testowania wielu hipotez, przy ktorej hi-
potezg zerowa (H,) nalezy odrzucic.

Przedstawimy teraz najwazniejsze
procedury kontroli miar. Bedziemy za-
ktada¢, ze weryfikujemy jednoczes$nie m
hipotez zerowych (H;) dlai=1, ..., m.

Procedura Bonferroniego kon-
troli FWER. Procedura Bonferroniego
jest procedura, ktora przy ustalonym
poziomie istotnosci o, odrzuca hipote-
zg H;, jesli odpowiadajaca tej hipotezie
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p-wartos¢ p; spetnia warunek p; < o/m,
gdzie m — liczba weryfikowanych hipo-
tez zerowych. Mozna pokazaé, ze przy
pewnym zalozeniu na p-wartos$ci p;, dla
i =1, ..., m, procedura Bonferroniego
zapewnia mocna kontrole miary FWER
—wzor (1), na poziomie oo — wzor (2).

Warto dodaé, iz w przypadku pro-
cedury Bonferroniego kontroli FWER
dopasowane p-wartosci sa dane wzorem
Di=min(mp;, 1).

Procedura Holma kontroli FWER.
Niecho;: =a/(m—i+ 1) dlai=1, .., m.
Oznaczmy przez py < p) < - < P(m)
uporzadkowany ciag p-wartosci, a przez
H.(l)’ H), ..., Hipy — odpowiadajace im
hipotezy zerowe. Algorytm procedury
Holma mozna przedstawi¢ nastepujaco.

Jesli p(1) > oy, to nie odrzucamy zad-
nej hipotezy zerowe;j.

W przeciwnym przypadku, gdy

P SO s Py S O (5)
odrzucamy hipotezy H(yy, ..., H,), gdzie
r jest najwigksza liczba, spelniajaca wa-
runek (5).

Dla procedury Holma dopasowane
p-wartosci sa okreslone wzorem (Dudoit
1in. 2003):

b= gaxA{min[(m —k+1)pgy. 113

..... i

Procedura Hochberga kontroli
FWER. Niech podobnie jak w przypad-
ku procedury Holma: a;: = a/(m —i+ 1)
dlai=1,..,m,p1y<pa) < ...< pm)0Zna-
cza uporzadkowany ciag p-wartosci,
odpowiadajacych hipotezom zerowym
H(l)a H(z), ceey H(m)

Algorytm procedury Hochberga
mozna opisa¢ w sposoOb nastepujacy.

Jesli pp) < oy, to nie przyjmujemy
zadnej hipotezy zerowe;.

W przeciwnym przypadku, gdy

D(my > Ol <o P(r+1) > Ot | (6)
przyjmujemy hipotezy H+1), ..., Hym,
gdzie r jest najmniejsza liczba, spetnia-
jaca relacje (6).

Warto nadmieni¢, iz w przypad-
ku procedury Hochberga dopasowane

p-wartosci sa okreslone wzorem (Dudoit
iin. 2003):

p; = knilinm{min[(m —k+1Dpgy.11}

Procedura Benjaminiego i Ho-
chberga kontroli FDR. Zostanie tu
przedstawiona procedura kontroli FDR
— wzor (3), na poziomie a — wWzor (4),
opracowana przez Benjaminiego i Ho-
chberga (1995). Zaproponowana przez
Benjaminiego i Hochberga procedura
kontroli FDR jest procedura realizowa-
na w sposob identyczny jak procedura
Hochberga, z tym jedynie wyjatkiem, ze
w przypadku procedury Benjaminiego
i Hochberga ciag {a;} jest dany wzorem
o; =io/m,dlai=1, ..., m.

Dla procedury Benjaminiego i Ho-
chberga dopasowane p-wartosci sa okre-
slone zaleznoscia (Dudoit i in. 2003):

L . (m |
P T e

Cele pracy

W artykule przedstawimy zastoso-
wania pakietu statystycznego R-project
w zagadnieniach dotyczacych procedur
jednoczesnego testowania wielu hipotez
oraz zwiazanej z tym problematyki kon-
troli miar btedoéw popetnianych przy ko-
rzystaniu ze wspomnianych procedur.
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W naszych rozwazaniach ograni-
czymy si¢ do trzech przyktadow testow
parametrycznych. Pierwszy z nich to
test dla $redniej z rozktadu normalnego,
wykorzystujacy jako statystyke testo-
wa odpowiednio przeskalowana Srednia
arytmetyczna. Drugi test dotyczy we-
ryfikacji hipotez o $redniej z rozktadu
normalnego przy uzyciu statystyki ¢-Stu-
denta. Ostatni test stanowi test -Studenta
o réwnosci srednich w dwoch popula-
cjach o normalnych rozktadach badane;j
cechy. Dla kazdego z wymienionych
rodzajow testow omoOwimy otrzymane
przez nas rezultaty symulacji kompu-
terowych, prezentujace liczby falszy-
wych odrzucen weryfikowanych hipo-
tez, uzyskane w wyniku zastosowania
czterech wybranych przez nas procedur
jednoczesnego testowania wielu hipotez.
Stanowia je opisane powyzej procedury
Bonferroniego, Holma, Hochberga oraz
Benjaminiego i Hochberga.

Narzedzia wykorzystywane
do celow symulacji

W naszych badaniach zastosowali-
$my pakiet matematyczno-statystyczny
R-project (w skrocie R). Jest on objety
licencja GPL, mozna pobra¢ go bezptat-
nie ze strony pod adresem http://www.r-
-project.org. Do symulacji prob z wielo-
wymiarowego rozktadu normalnego oraz
numerycznej analizy weryfikowanych
testow uzylis$my dodatkowo rozszerzen
pakietu R o nazwach Mass i Multitest.

Ponizej przedstawimy najczesciej
wykorzystywane przez nas komendy
pakietu R i jego wspomnianych rozsze-
rzen (osoby zainteresowane poznaniem
wszystkich najwazniejszych elementow

sktadni oraz polecen srodowiska R odsy-

tamy do opracowania Komsty (2004):

a < — as.vector(m) — deklaracja wektora
m-wymiarowego,

b <—matrix(, n, m) — deklaracja macierzy
o n wierszach 1 m kolumnach,

¢ <—rnorm(n, mi, sigma) — generowanie
n-elementowej proby (n-wymiaro-
wego wektora) z rozktadu normalne-
go o $redniej mi i odchyleniu stan-
dardowym sigma,

d < — morm(n) — generowanie n-ele-
mentowej proby (n-wymiarowego
wektora) ze standardowego rozktadu
normalnego,

e < — mean(rnorm(n, mi, sigma)) — ob-
liczanie $redniej dla n-elementowe;j
proby (n-wymiarowego wektora)
z rozktadu normalnego o $redniej mi
1 odchyleniu standardowym sigma,

f < — sd(rnorm(n, mi, sigma)) — oblicza-
nie odchylenia standardowego dla
n-elementowej proby (n-wymiaro-
wego wektora) z rozktadu normalne-
go o $redniej mi i odchyleniu stan-
dardowym sigma,

g < — pnorm(t) — obliczanie warto$ci
dystrybuanty standardowego rozkta-
du normalnego w punkcie ¢,

h < — pt(t, df=n) — obliczanie wartos$ci
dystrybuanty rozkladu #-Studenta o n
stopniach swobody w punkcie ¢,

1 < — mvrnorm(n, mi, sigma) — genero-
wanie n-elementowej proby (n-wy-
miarowego wektora) z wielowy-
miarowego rozkladu normalnego
o wektorze $rednich mi oraz macie-
rzy kowariancji sigma (komenda po-
chodzi z dodatku Mass),

j<—mt.rawp2adjp(p, proc=c(’Bonferroni”,
”Holm”, "Hochberg”, ”"BH”")) — wy-
znaczanie, na podstawie wektora
zwyklych p-wartosci p, odpowiada-
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jacych weryfikowanym hipotezom
zerowym, macierzy dopasowanych
p-wartosci dla czterech wybranych
procedur: Bonferroniego, Holma,
Hochberga, Benjaminiego i Hoch-
berga (komenda pochodzi z dodatku
Multitest),

k < — mt.reject(adjp, alpha) — wyzna-
czanie, przy zalozonym poziomie
btedu testowania wielu hipotez a,
liczby odrzucen hipotez zerowych
na podstawie macierzy (wektora)
dopasowanych  p-wartosci  adjp,
otrzymanych przy uzyciu polecenia
mt.rawp2adjp (komenda pochodzi
z dodatku Multitest).

Rozwazane modele
(rodzaje testow)

W niniejszym rozdziale przedstawi-
my trzy przyklady testow parametrycz-
nych, ktore wykorzystamy w dalszych
cze$ciach pracy do celow symulacji od-
noszacych si¢ do zagadnien dotyczacych
procedur jednoczesnej weryfikacji wielu
hipotez statystycznych.

Bedziemy zaktadaé, ze sposrod m
testowanych hipotez m( hipotez stano-
wig hipotezy prawdziwe, a m; = m — my
hipotez to hipotezy falszywe, natomiast
prawdopodobienstwo (P) jest wyznacza-
ne przy ustalonej konfiguracji prawdzi-
wych i fatszywych hipotez zerowych.

W przypadku dwoch pierwszych
z prezentowanych modeli przyjmujemy,
ze:
® obserwujemy m prob n-elemento-

wych: (X; 1, X, .. Xjp)dlai=1,..,m,

o rozktadach odpowiednio:

N, Ddlai=1,...,m,

® testujemy jednoczesnie m hipotez
zerowych H;: u; = 0, wobec hipotez
alternatywnych, odpowiednio: Hl'. :
w=0dlai=1,..,m

Model 1

Szczegolowy opis modelu 1. Do
weryfikacji hipotezy zerowej (H;) w mo-
delu 1, na poziomie bledu a, stosujemy
statystyke testowa o wzorze:

Ti= T =n[Xi

el
gdzie: X; , :_inj'
n 2
j=1

Hipotez¢ H; odrzucamy, jesli 7; >
> U_gp» gdzie u;_,p jestkwantylem rzedu
1 — o/2 standardowego rozktadu normal-
nego, tzn. warto$cig taka, ze ®(uq_qgn) =
= 1- a/2, przy czym ® oznacza dystry-
buante standardowego rozktadu normal-
nego.

Odpowiednie p-wartosci dla powyz-
szych testow wyznaczamy z relacji:

pi=P(T; 24| H;)=

:P[J;‘Xi’n H, ):
=p(Vn[X;, ~N(0.1))=
=2-20(t;)

Algorytm do modelu 1. Ponizej pre-
zentujemy algorytm, ktéry zastosujemy
W pozniejszych symulacjach dotycza-
cych procedur jednoczesnej weryfikacji
hipotez rozwazanych powyze;.

1. Generujemy m, prob n-elemento-

wych (X; 1, Xio, ..., Xj) dlai=1, ...,
my, z rozktadu N(0, 1), oraz m; prob

2t

S

in

>t
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n-elementowych (Y1, Yo, ..., Yi,)
dlai=1, ..., my, z rozktadu N(b, 1),
gdzie b £ 0.

2. Obliczamy my $rednich probkowych
X;, dlai=1, ..., my, odpowiadaja-
cychmghipotezom prawdziwym oraz

my = m — my $rednich probkowych

F,n, dlai=1, ..., m;, odpowiadaja-
cych m; hipotezom fatszywym.

3. Wyznaczamy ¢(0) — realizacje
statystyk testowych dla m hipo-
tez prawdziwych, dane wzorem:

1;(0)= \/Z‘Xi,n‘ dlai=1, ..., mg, oraz
t,(1) — realizacje statystyk testowych
dla m; = m — mg hipotez prawdzi-
wych, dane wzorem: #;(1)=~/n ‘Y,-,n‘

dlai=1, ..., m.

4. Obliczamy p-wartosci py(i), pi(i),
odpowiadajace m hipotezom praw-
dziwym (m; hipotezom fatszywym),
wedlug wzoru:

Pi(0) = 2 - 2(t0))
pi1) =2 - 20(1(1))

5. Zliczamy liczbg odrzucen hipotez
zerowych w obu grupach, korzy-
stajac z procedur: Bonferroniego,
Holma, Hochberga, kontroli FWER
na poziomie btedu a = 0,05 oraz
procedury Benjaminiego i Hochber-
ga, kontroli FDR na poziomie btedu
o =0,05.

Model 2

Szczegélowy opis modelu 2. Do
weryfikacji hipotezy zerowej (H;) w mo-
delu 2, na poziomie btedu a, wykorzy-
stujemy statystyke testowa o wzorze

T =T, =n|X;, 18, (%)

1/2
1 & —_—
Sin(x) :1;Z(Xi,j _Xi,n)z}

Hipotez¢ H; odrzucamy, jesli 7; >
> tyn-1> gdzie 1y, 1 jest wartoScia kry-
tyczna rzedu o rozktadu ¢-Studenta
o n — 1 stopniach swobody, tzn. wartos-
cig taka, ze Fy | (fg,n-1) = 1 —0/2, gdzie
Fy, , oznacza dystrybuantg rozkladu

t-Studenta o n — 1 stopniach swobody.
Odpowiednie p-wartosci dla powyz-
szych testow wyznaczamy z relacji:

pi=P(T;21|H;)=

=P(\/;‘)T,n

/Si,n (X) > ti

H,.)z

(P 1 Sia0 20X, -
- N(O,l)) =2-2F, (1)

Algorytm do modelu 2. Ponizej
przedstawiamy algorytm, ktory wyko-
rzystamy pozniej w symulacjach doty-
czacych procedur jednoczesnego testo-
wania hipotez rozwazanych powyzej.

1. Identyczny jak krok 1 w algorytmie

dotyczacym modelu 1.

2. ldentyczny jak krok 2 w algorytmie

dotyczacym modelu 1.

3. Wyznaczamy 1{0) — realizacje
statystyk testowych dla mg hipo-
tez prawdziwych, dane wzorem

((0)= | X1, () dla @ =
=1, ..., mgy, oraz t{1) — realizacje
statystyk testowych dla m; = m — m
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hipotez prawdziwych, dane wzorem:

t(1)=n
mi.

4. Obliczamy p-warto$ci p;(0), p,(1),
odpowiadajace m hipotezom praw-
dziwym (m hipotezom falszywym),
wedlug wzoru:

PA0) =2~ 2F, ,(1(0))
p1)=2-2F, (1)

5. Identyczny jak krok 5 w algorytmie

dotyczacym modelu 1.

Model 3

Y

in

1Sia(y) dlai=1, ..,

Szczegélowy opis modelu 3. Ba-
damy dwie populacje. Oznaczmy je
przez A, B. W przypadku populacji 4
rozwazamy n wektorOw m-wymiaro-
wych (X1, Xoj, .., Xy ) dlaj =1, .., n,
o m-wymiarowym rozktadzie normal-
nym N, (u4,Y), natomiast w przypad-
ku populacji B rozwazamy n wektorow
m-wymiarowych (Y1, Y2, ..., ¥,,;) dla
j=1, ..., n,0 m-wymiarowym rozktadzie
normalnym N, (up,Y), gdzie: uy =
= (W14 Mods - Hma) OTAZ Up = [ B
U2.Bs s M p) S m-Wymiarowymi wek-
torami $rednich, a ¥ oznacza wspdlna
macierz kowariancji.

Testujemy jednocze$nie m hipotez
zerowych H;: p; 4 = p; p, wobec m hipo-
tez alternatywnych H l g Fuipdlai=
=1, ..., m. Do weryfikacji hipotezy zero-
wej (H;) w modelu 3, na poziomie biedu
o, wykorzystujemy statystyke testowa
t-Studenta, stosowana przy weryfikacji
hipotez o dwoch $rednich, dang wzorem:

X

i

! _\/[Si,- (x)]

-y,

i,

[Si,- (y)]2

Ti: =T

1

2
+

gdzie

— 1 &

X;, ==X X s
n-.
j=1

— 1 n

QFZZﬁr
j=1

oo
2
—
=
N—
| S—

()
Il

I |

~.

i M=
e
~
|
S—

J=1

Hipoteze¢ H; odrzucamy, jesli
‘Ti‘ 21g.2n-2, gdzie t, 5, 5 jest wartodcia
krytyczna rzedu o rozktadu #-Studenta
0 2n — 2 stopniach swobody, tzn. wartos-
ciataka, ze Fy, (lg2,2)=1-0/2, gdzie
Fy,, , oznacza dystrybuantg rozkladu
t-Studenta o 2n — 2 stopniach swobody.
Odpowiednie p-warto$ci dla powyzszych
testow wyznaczamy na podstawie relacji

pi =P(T|2|4]|H;)=2-2F, , (4])

Algorytm do modelu 3. Ponizej pro-
ponujemy algorytm, z ktorego bgdziemy
korzysta¢ w naszych analizach poswig-
conych zagadnieniom jednoczesnej we-
ryfikacji hipotez rozwazanych powyze;j.
1. Generujemy n-clementowa pro-

be z m-wymiarowego rozkla-

du normalnego N,(uy, X), gdzie:

| 5oy

my m

dlai=1, ., n j=1, .., m,
ldai=j

G~ .
g dlai#j
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oraz n-elementowa probg z m-wy-

miarowego

Nm (uB’Z) . gdZie:

rozkladu normalnego

pp =l 12 0 21 S, )
g my

— okreslone jak poprzednio.

2. Obliczamy wartosci Srednich X_,,

[Si, (x)]2 ’

Y, oraz  wariancji

[Si, (J’)z]-

3. Wyznaczamy realizacje #(0) dla
i=1, ..., mg statystyk testowych (7})
dla m( prawdziwych hipotez zero-
wych, oraz realizacje (1) dlai =1,
..., my, statystyk testowych 7; dla m;
falszywych hipotez zerowych.

4. Wyznaczamy p-wartosci p;(0), p,(1),
odpowiadajace m( hipotezom praw-
dziwym (m; hipotezom fatszywym),
wedlug wzoru:
piO) =22, , (t(0))

P =2-2, (1))

5. Identyczny jak krok 5 w algorytmach

dotyczacych modeli 1, 2.

Kody algorytmow w terminach
jezyka R

Kod algorytmu do modelu 1

Rozwazajac powyzszy model, przy-
jeliSmy nastepujace zatozenia o wartos-
ciach parametrow:
® rozpatrujemy probe o liczebnosci

n =130,
® testujemy jednoczesnie m = 3000

hipotez zerowych, wsrod ktorych

jest mg = 0,4 - 3000 hipotez prawdzi-
wych,

e ustalamy nastepujaca warto$¢ para-
metrub: b=1,

® przyjmujemy nast¢pujaca warto$¢
btedu a: o = 0,05.
Oto kod algorytmu do modelu 1:

n<-30

m <-3000

m0 <—0.4*m

ml <—m-m0

b<-1

alpha <-0.05

x0 < — as.vector(mO)

t0 <-—as.vector(m0)

p0 < — as.vector(mO)

x1 <—as.vector(ml)

t]l <—as.vector(ml)

pl <-—as.vector(ml)

v0 < —as.vector(4)

vl <-—as.vector(4)

for (i in 1:m0){

x0[i] < —mean(rnorm(n))}

for (j in 1:m1){

x1[j] < — mean(rnorm(n,b, 1))}

t0 < — sqrt(n)*abs(x0)

tl <—sqrt(n)*abs(x1)

p0 <—2-2*pnorm(t0)

pl <—2-2*pnorm(tl)

g0 < — mt.rawp2adjp(p0, proc

=c(”Bonferroni”,”Holm”,”Hochberg”,

"B”))

gl <—mt.rawp2adjp(pl, proc

=c(”Bonferroni”,”Holm”,”Hochberg”,

"B™))

h0 < — gO[1]$adjp

hl <-gl[1]8adjp

for (k in 1:4){

vO[k] <—mt.reject(hO[,k+1],alpha)[1]

v1[k] <—mt.reject(hl[,k+1],alpha)[1]}

print(v0)

print(v1)
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Kod algorytmu do modelu 2

Rozwazajac powyzszy model, przy-
jeliSmy nastepujace zatozenia o wartos-
ciach parametrow:
® rozpatrujemy probe o liczebnosci
n=:60,
® testujemy jednoczesnie m = 3000
hipotez zerowych, sposrod ktorych
mo= 0,9 - 3000 to hipotezy prawdzi-
we,

e ustalamy nastgpujaca wartosS¢ para-
metru b: b=0,5,

® przyjmujemy nastgpujaca wartos¢

bledu a: o= 0,05.

Oto kod algorytmu do modelu 2.

Parametry: n, m, m0, ml, b, alpha,
oraz wektory: x0, x1, t0, t1, p0, p1, vO0,
vl, deklarujemy wedtug sktadni algoryt-
mu do modelu 1. Dodatkowo deklaruje-
my nowe wektory: sO — jako wektor m0-
-wymiarowy, tzn. sO < -as.vector(m0),
i sl — jako wektor m1-wymiarowy, tzn.
sl <-as.vector(ml).

Wektory: x0, s0, x1, s1, t0, t1, p0, p1,
okreslamy jak nastepuje:
for (i in 1:m0){
x0[i] < — mean(rnorm(n))
sO[i] < - sd(rnorm(n))}
for (j in 1:m1){
x1[j] < - mean(rnorm(n,b,1))
s1[j] <-sd(rnorm(n,b,1))}
t0 < — sqrt(n)*abs(x0)/s0
tl <—sqrt(n)*abs(x1)/s1
p0 <—2-2%pt(t0, df=n-1)
pl <—2-2%pt(tl, df=n-1)

Pozostate linijki kodu, w szczegdl-
nosci te dotyczace definicji obiektow:
g0, g1, h0, h1, v0, v1, sa identyczne jak
w algorytmie do modelu 1.

Kod algorytmu do modelu 3

Rozwazajac powyzszy model, przy-
jeliSmy nastepujace zalozenia o wartos-
ciach parametrow:
® rozpatrujemy probe o liczebnosci

n =130,
® testujemy jednoczesnie m = 1000 hi-

potez zerowych, wsrod ktorych mg =

=0,2 - 3000 to hipotezy prawdziwe,
® ustalamy nast¢pujaca warto$¢ para-
metrug: g =0,5,
® przyjmujemy nast¢pujaca wartos¢

btedu a: o= 0,05,

Oto kod algorytmu do modelu 3.

Parametry: n, m, m0, ml, q, alpha,
jak rowniez: m-wymiarowe wektory:
mu, mul, mO-wymiarowe wektory: xs0,
ys0, sx0, sy0, m1-wymiarowe wektory:
xsl, ysl, sx1, syl, oraz 4-wymiarowe
wektory: 0, t1, p0, p1, v0, v1, deklarujemy
wedtug sktadni algorytmu do modelu 1.

Kolejne instrukcje algorytmu przed-
stawiaja si¢ nastgpujaco:
sig <— matrix(,m,m)
for (i in 1mm){mu[i]=1; if (i<=m0)
mul[i]=1 else mul[i]=2}
for (j in 1:m){
for (k in I:m){if (j== k) sig[j,k]=1 else
sig[j.k]=q} }
al <— mvrnorm(n,mu,sig)
bl <—mvrnorm(n,mul,sig)
for (r in 1:m0){
xs0[r] <—mean(al[,r]);
ysO[r] <—mean(bl[,r]);
sx0[r] <—sd(al[,r]);
syO[r] <—sd(bl[,r])}
for (sin 1:m1){
xs1[s] <—mean(al[,stm0]);
ys1[s] <—mean(bl[,s+m0]);

Wykorzystanie pakietu R w zagadnieniach dotyczgcych... 11



sx1[s] <-sd(al[,s+m0]);

syl[s] <—sd(bl[,stm0])}

t0 < — (xs0-ys0)/sqrt((sx0"2+sy0"2)/n)
tl <—(xsl-ysl)/sqrt((sx1"2+sy1"2)/n)
t01 <— abs(t0)

t1l <—abs(tl)

nl <—-2-n-2

p0 <—2-2-pt(t01, df=n1)

pl <—2-2-pt(tll, df=nl)

Pozostate linijki kodu, w szczegol-
nosci te dotyczace definicji obiektow:
g0, g1, h0, h1, v0, v1, sa identyczne jak
w algorytmie do modelu 1.

Wyniki symulacyjne
do opracowanych algorytmow

W rozdziale tym przedstawimy re-
zultaty symulacji dla algorytmow do
modeli 1, 2, 3, otrzymane przy wyko-
rzystaniu pakietu statystycznego R dla
czterech wybranych przez nas procedur:
Bonferroniego (B), Holma (H), Hoch-
berga (Ho), Benjaminiego i Hochberga
(B-H). Uzyjemy nastepujacych ozna-
czen: n — liczno$¢ proby, m — liczba we-
ryfikowanych hipotez, m — liczba hipo-

cd. tab. 1
my =2100, 4 4 4 18
my=1500,V, | 0 0 0 0
my = 1500, 1 1 1 13
my=2100, V, 0 0 0 0
my; =900, V; 1 1 1 4
my=2700, V, 0 0 0 0
mi =300, 0 0 0 0

Przypadek 2. Zaktadamy, ze: n = 60,
m = 3000, b=0,2, a=0,05.

Tabela 2 B H Ho B-H
my =300, 1, 0 0 0 0
my =2700, V7 12 12 12 300
my =900, 1, 0 0 0 0
my =2100, V' 7 7 7 231
mgo = 1500, 7, 0 0 0 0
my = 1500, V' 9 9 9 180
mo = 2100, V, 0 0 0 0
my =900, I} 4 4 4 87
mo = 2700, V, 0 0 0 0
my =300, 5 5 5 29

Przypadek 3. Zaktadamy, ze: n = 60,
m =3000, b=0,5, o = 0,05.

;ef prawdﬁiv&;/ych,l.mlb— lcilczba }’1i}l)l(')tez Tabela 3 B o Ho | B-H
alszywych, Vo — liczba odrzucefi hipo- 7 50— 0 0 0 0
tez prawdziwych, V' — liczba odrzucen 00 ” 053 | 1053 [ 2630
hipotez falszywych, oo — miara biedu. m = 2700, 7, 7| 105 >

mo =900, ¥, 0 0 0 3
Wyniki symulacyjne dla algorytmu my=2100, 7, | 776 | 880 | 8380 | 2028
dotyczgcego modelu 1 mo = 1500, ¥ 0 0 0 0
Przypadek 1. Zakladamy, ze: n = 30, |[71=1500. 71 | 556 | 625 | 625 | 1456
m=3000, =02, a=0,05. my=2100,V, | 0 0 0 0
Tabela 1 B | 0 | oo | B |m=901 | 38 | 455 | 455 | 877
mg =300, ¥, 0 0 0 moy=2700, Vy 1 1 1 1
my = 2700, V, 2 2 2 31 my =300, V; 150 175 175 290
my =900, V, 0 0 0
12 M. Dudzinski, K. Furmanczyk



Wyniki symulacyjne dla algorytmu

cd. tab. 6
dotyczgcego modelu 2 o = 1500, Vg 0 0 0 0
Przypadek 4. Zakladamy, ze: n = 30, |m,=1500,¥; | 426 | 489 | 489 | 1456
m=3000,5=0,2, o =0,05. mo = 2100, V, 0 0 0 0
Tabela 4 B H Ho | B-H my =900, V; 290 | 330 | 330 | 866
moy =300, Vy 0 0 0 0 mo = 2700, ¥, 0 0 0 0
my = 2700, 7 0 0 0 0 m; =300, V; 135 | 164 | 164 | 287
o =900, Vo 0 0 0 0 Wyniki symulacyjne dla algorytmu
m=2100, 71 | 2 2 2 ? dotyczacego modelu 3
o~ 1509, %o . . . . Przypadek 7. Zaktadamy, ze: n = 30
mZ150.7 | VLV LV L2 b 000, g = 0.4, a = 0,05. ’
mo=2100,7, | 0 0 0 0
my =900, V; 0 0 0 0 Tabela 7 B H Ho B-H
me=2700,V, | 0 0 0 0 mo =100, ¥ 0 0 0 0
3007 5 5 5 m my=2900, 7, | 203 | 223 | 223 | 873
mo = 300, V, 0 0 0 0
Przypadek S. Zaktadamy, ze: n = 60, |m;=2700,7, | 230 | 280 | 280 | 694
m=3000,5=0,2, o =0,05. mgy = 500, ¥V, 0 0 0 0
Tabela 5 B H Ho B-H my = 2500, V' 91 102 102 490
mo = 300, V, 0 0 0 0 mo =700, V, 0 0 0 0
m, =2700, 7, | 4 4 4 | 176 my =2300, 7, | 255 | 300 | 300 | 300
mo = 900, V, 0 0 0 0 mo =900, V, 0 0 0 0
m, =2100,7, | 6 6 6 | 213 my=2100,7, | 8 | 100 | 100 | 100
mo=1500,7, | 0 0 0 0 '
m =1500, 7, | 3 3 3 | 120 ;riylpoao‘:)‘:l; i‘ oiikéaiaé?gé. ze: n = 30,
my=2100,7, | 0 0 0 0
my =900, 3 3 3 74 Tabela 8 B H Ho | B-H
mo=2700,V, | 0 0 0 0 mo = 100, ¥, 0 0 0 0
m, =300, V; 5 5 5 | 2 my =2900, 7, | 128 | 138 | 138 | 898
mo = 300, V, 0 0 0 3
Przypadek 6. Zaktadamy, ze: n = 60, |[™M=2700.)3 | 72 | 82 | 82 | 695
m =3000, 5=0,5, o = 0,05. mg =500, Vy 0 0 0 0
Taboln 6 5 T 1o TBm | |71=25001 | 306 | 429 [ 500 | 500
m=300,%, | 0 | o [ o [ o | |70 | 0 } 0} 0 |0
mi=2700, 7, | 617 | 681 | 681 | 2504 | |["1=2300. 71 | 153 | 210 | 300 | 300
mp=900,V, | 0 0 0 3 mp=900,Vo | 0 0 0 0
mi=2100, ¥, | 536 | 595 | 595 | 2026 | L"1=2100.71 | 95 | 100 | 100 | 100
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Przypadek 9. Zakladamy, ze: n = 30,
m = 1000, g = 0,8, o =0,05.

Tabela 9 B H Ho B-H
my =100, 1, 0 0 0 0
my;=2900, 1, | 134 170 | 900 | 900
my =300, 7, 0 0 0 3
m;=2700,V, | 517 | 700 | 700 | 700
mo =500, ¥, 0 0 0 0
m;=2500,7, | 460 | 500 | 500 | 500
my =700, V, 0 0 0 0
my;=2300,7, | 275 | 300 | 300 | 300
my =900, 1, 0 0 0 0
my;=2100, 7, | 100 100 100 100
Whioski

W tej czgsci pracy przedstawimy
spostrzezenia, uzyskane na podstawie
dokonanych przez nas symulacji.

W przypadkach dotyczacych modelu 1
obserwacje te sa nastgpujace. Otoz gdy b
= 0,5, a wielko$¢ proby n = 60, bardzo
wysoka moc wykazaty procedury Hol-
ma, Hochberga oraz Benjaminiego i Ho-
chberga, natomiast procedura Bonferro-
niego okazala si¢ procedura najstabsza,
przy czym moc procedury Benjaminiego
i Hochberga zdecydowanie przewyzsza-
ta moce pozostatych procedur. Tendencje
te dostrzegamy rowniez w sytuacji, gdy b
= 0,2. Dodatkowo obserwujemy, iz wraz
ze zmniejszeniem warto$ci parametru b,
maleje moc rozpatrywanych procedur.
Z kolei zmniejszajac w modelu 1 roz-
miar préby do n = 30, widzimy znacz-
na obnizke mocy rozwazanych procedur
i stabsza przewage mocy procedury Ben-
jaminiego i Hochberga (w sensie liczby
odrzucen hipotez falszywych). Podobne

tendencje do opisanych powyzej mozna
dostrzec rowniez w przypadku wynikow
symulacji dotyczacych modelu 2 (przy
czym poszczegodlne procedury wykazy-
waly tu, ogélnie rzecz biorac, stabsza
moc). Z kolei w wigkszosci przypadkow
odnoszacych si¢ do modelu 3, zaobser-
wowalismy silng dominacje procedury
Benjaminiego i Hochberga nad pozosta-
tymi, z wyjatkiem sytuacji, gdy » = 30
1q=0,8, kiedy to procedura Benjaminie-
go i Hochberga oraz procedura Hochber-
ga zachowywaly si¢ niemal identycznie.
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Summary

Application of the R-project package
in the area of the multiple-comparison pro-
cedures. In our paper, we give the simulation
results concerning the multiple-comparison
procedures, especially their error measures,
such as FWER and FDR. We compare the
powers of four popular multiple-comparison
procedures, applied to three standard statisti-
cal models. All of our simulations were car-
ried out by using the R-project package.
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